NEU eu

n
PRESS gCISjl'I‘O

Cilt: 3 Say1: 2 Yil: 2024 Arastirma Makalesi ISSN: 3023-5693

Makine Ogrenmesi Algoritmalarim Kullanarak 1990-2023 Yillar1 Arasi
Veriler ile Tiirkiye'de Et Tiiketim Talebinin Tahmini Uzerine
Kapsamh Bir Calisma

Hasan Ali AKYUREK!” Hasan ibrahim KOZAN?Z"

! Necmettin Erbakan Universitesi, Havacilik ve Uzay Bilimleri Fakiiltesi, Havacilik Elektrik ve Elektronigi Boliimii, Konya, Tiirkiye

2 Necmettin Erbakan Universitesi, Meram Meslek Yiiksekokulu, Gida Isleme Béliimii, Konya, Tiirkiye

Makale Bilgisi OZET

Cok eski zamanlardan beri et, insan diyetinin temel bir pargasi olmustur ve birgok medeniyette temel
Gelis Tarihi: 30.07.2024 kaynaklar arasinda halen yer almaktadir. Farkli tilkeler ve kiiltiirler arasinda tiiketilen et miktari ve kaynagi
Kabul Tarihi: 11.09.2024 farklilik gésterse de et gogu bati diyetinde birincil bilesen olarak kalmakta ve genellikle sebze garnitiirleri
Yayn Tarihi: 31.12.2024 ile birlikte sunulmaktadir. Ayrica et, Tirkiye'de gastronomik geleneklerin, kutlamalarin veya etkinliklerin
bir pargast olarak onemli bir faktor olarak degerlendirilmektedir. Etin biyolojik degerlerinin yaninda
duyusal bilesenleri de olduk¢a fazla miktarda bulundurmasi tiiketicilerin tercih sebepleri arasinda yer

Anahtar Kelimeler: almaktadir Et, tiim gerekli amino asitleri ve birgok vitamin (B vitaminleri, 6zellikle B12) ve mineral (¢inko,
Gastronomik gelenek, demir gibi) saglayan beslenme agisindan miikkemmel bir gidadir. Viicutta kas sentezi ve bakimi i¢in destek
Et tiiketimi, saglar, bu da hem fiziksel islev hem de metabolik saglik i¢in onemlidir. Et ayrica taurin, kreatin,
Makine 6grenimi, hidroksiprolin, karnosin ve anserin gibi 6nemli biyolojik aktif bilesenleri de igermektedir. Et tilketimini
Tahmin modelleme, etkileyen faktorlerin karmagsik etkilesimi gbz Oniine alindiginda, bu ¢alisma, Turkiye'de et tiiketimini
Talep tahmin. makine Ogrenimi algoritmalar1 kullanarak tahmin etmeyi amaglamaktadir. 1990-2023 yillar1 arasindaki

Gayrisafi Yurt I¢i Hasila (GSYIH), et iiretimi, et fiyatlari, yem fiyatlar, tarimsal GSYIH, niifus, ithalat ve
ihracat verileri, Random Forest, Gradient Boosting, Support Vector Machine, AdaBoost, Neural Network
ve Linear Regression modelleri kullanilarak analiz edilmistir. Sonuglar, Gradient Boosting ve AdaBoost
algoritmalarmin en dogru tahminleri sagladigim1 ve tarimsal GSYIH, et {iretimi ve niifus verilerinin, et
tilketimini tahmin etmede 6nemli oldugunu géstermektedir.

A Comprehensive Study on Forecasting Meat Consumption Demand in Tiirkiye Using Machine
Learning Algorithms with Data from 1990 to 2023

Article Info ABSTRACT

Since ancient times, meat has been a fundamental part of the human diet and continues to be so in many
Received: 30.07.2024 cultures. Despite variations in the amount and source of meat consumed across different countries and
Accepted: 11.09.2024 cultures, meat remains a primary component in most Western diets, often accompanied by vegetable side
Published: 31.12.2024 dishes. Additionally, meat is considered an important factor in Tiirkiye as part of gastronomic traditions,

celebrations, and events. In addition to its biological content, the significant presence of sensory features in
meat is among the reasons for consumer preference. Meat is an excellent food from a nutritional

Keywords: perspective, providing all essential amino acids and many vitamins (B vitamins, particularly B12) and
Gastronomic tradition, minerals (such as zinc and iron). It supports muscle synthesis and maintenance in the body, which is
Meat consumption, important for both physical function and metabolic health. Meat also contains important biologically active
Machine learning, compounds such as taurine, creatine, hydroxyproline, carnosine and anserine. Given the complex interplay
Prediction modeling, of factors affecting meat consumption, this study aims to estimate and forecast meat consumption in

Tiirkiye using machine learning algorithms. Data from 1990 to 2023, including Gross Domestic Product
(GDP), meat production, meat prices, feed prices, agricultural GDP, population, imports, and exports, were
analyzed using Random Forest, Gradient Boosting, Support VVector Machine, AdaBoost, Neural Network,
and Linear Regression models. The results indicate that Gradient Boosting and AdaBoost algorithms
provided the most accurate predictions, highlighting the importance of agricultural GDP, meat production,
and population in forecasting meat consumption.

Demand forecasting.

Bu makaleye atifta bulunmak icin:

Akyiirek, H. A., & Kozan, H. 1. (2024). Makine 6grenmesi algoritmalarini kullanarak 1990-2023 yillar1 arasi
veriler ile Tirkiye’de et tilketim talebinin tahmini iizerine kapsamli bir ¢alisma. NEUGastro, 3(2), 93-111.
https://doi.org/10.54497/neugastro.2024.7

*Sorumlu Yazar: Hasan ibrahim KOZAN, hkozan@erbakan.edu.tr

This article is licensed under a Creative Commons Attribution-NonCommercial 4.0
BY NC International License (CC BY-NC 4.0)



https://orcid.org/0000-0002-0520-9888
https://orcid.org/0000-0002-2453-1645

NEUGastro

GIRIS

Antik ¢aglardan beri et, insan diyetinin temel beslenme kaynaklarindan biri olmustur ve hala bu
durum devam etmektedir (Oyan vd., 2024). Etin miktar1 ve kaynagi ilkeler ve kiiltiirler arasinda farklilik
gosterse de cogu Bati ana yemegi bir et iceren yemek igerir ve sebze garnitiirleri tamamlayicidir. Et,

birkag vitamin ve mineralin yani sira tiim gerekli amino asitleri igerir, bu da onu mitkemmel bir protein
kaynagi yapar (Kushniruk & Rutynskyi, 2022; Tieland vd., 2012).

Et, insan iskelet kasina bilesen olarak esdeger oldugu i¢in, kas yapimi ve bakimi igin protein
sentezini desteklemek i¢in optimal bir kompozisyona sahip amino asitler saglar. iskelet kas kiitlesinin
desteklenmesi ve korunmasi hem fiziksel islevin hem de metabolik sagligin korunmasi i¢in son derece
onemlidir. Bu dogrultuda, yaslhlarda kas giiciiniin ve kirilganligin (sarkopeni) yasa bagl diisiislerini
onlemek icin diyetin 6nemli bir parcasi olan etin alimi, 2-4 yi1l boyunca izlenen 1822 yagh katilimcinin
dahil oldugu bir kohort ¢alismasinda hayvan proteini alimi ile kirtlganlik insidansi arasinda ters bir iligki
gozlemlenmistir (Sandoval-Insausti vd., 2016). Geng ve fiziksel olarak aktif bireylerde, et proteini
aliminin viicut kompozisyonu ve kas giicli lizerinde dogrudan faydali etkileri oldugu belgelenmistir
(Valenzuela vd., 2019). Et, gerekli amino asitlerin kritik bir kaynagi olmasinin yani sira, 6énemli
biyolojik aktif 6zelliklere sahip amino asitler, amino asit tiirevi metabolitler ve peptitler de saglar. Bu
nedenle, taurine, kreatin, hidroksiprolin, karnosin ve anserin gibi maddelerin hepsi esas olarak etten elde
edilir ve 6nemli fizyolojik fonksiyonlar gosterdikleri onerilmistir (Wu, 2020). Amino asitler, 6zellikle
diger substratlar mevcut olmadiginda, mikrobiyota tarafindan olumlu veya olumsuz saglik etkileri olan
metabolitlere fermente edilir; bu fermantasyon ozellikle diger substratlar mevcut olmadiginda
gergeklesir. Diyet ve yemeklerin bilesimi bu nedenle bagirsak ortaminin 6nemli belirleyicileridir.

Proteinlerin yani sira, et ayn1 zamanda mineraller ve vitaminler de saglar. Cinko, hayvansal bazli
yiyeceklerde diisiik olan diyetlerde yeterli miktarda tiiketilmesi zor olan bir elementtir. Demir, ¢esitli
yiyeceklerde bol miktarda bulunsa da biyoyararlanimi en yiiksek oldugunda kaynag ettir. Ette, demir
kompleks halde ve hem-demir olarak bulunur, bu da non-hem-demirden 6nemli 6lgiide daha yiiksek
biyoyararlanima sahiptir. Bu nedenle, ince bagirsakta yaklasik %23 hem-demir emilirken, bu oran non-
hem-demir i¢in yalnizca %2-8'dir (Kalpalathika vd., 1991) ve bu nedenle kirmizi et, en iyi diyet demir
kaynagi olarak kalir (Czerwonka & Tokarz, 2017). Vitaminlerle ilgili olarak, et, kompleks B
vitaminlerinin 6nemli bir kaynagidir. Aslinda, et, balik ve diger hayvansal tiirevli yiyecekler (6rnegin
siit diriinleri) dogal olarak B12 vitamini saglayan tek fermante edilmemis yiyeceklerdir (Wyness vd.,
2011). Bu durum, dengeli bir omnivor diyeti vegan bir diyetle degistirmenin mineral ve vitamin durumu
tizerindeki derin etkilerini diiglinme ihtiyacini vurgular.

Danimarka Ulusal Diyet ve Fiziksel Aktivite Anketi 2001-2013'te, et ve et {iriinlerinin (tavuk ve
balik hari¢) ortalama bir Danimarkali'nin protein (%27), yag (%21), doymus yag asitleri (%20), tekli
doymamus yag asitleri (%26), vitamin A (%40), vitamin D (%16), tiamin (%33), riboflavin (%17), niasin
(%27), vitamin B6 (%21), vitamin B12 (%35), fosfor (%15), demir (%20), ¢inko (%33) ve selenyum
(%25) alimina (toplam alimin % olarak) énemli 6l¢iide katkida bulundugu gosterilmistir (Pedersen vd.,
2015). Etin diyet besin alimina katkisi erkeklerde kadinlardan daha yiiksektir (Biltoft-Jensen vd., 2016;
Knudsen vd., 2012). Sadece besleyicilik agisindan degil, ayn1 zamanda lezzeti konusunda da oldukga
Oonemli bir besin kaynagi olan etin, 22’den fazla endiistriyel et {irlinii olarak tiiketime
sunulmaktadir(Tosun & Demirbas, 2012). Bilindigi iizere gastronomik geleneklerde et ve et tirtinleri
vazgecilmez bir pargadir.Ornegin Konya mutfaginda ana yemeklerin incelendigi bir ¢alismada firm
kebabi, tirit, etli yaprak sarma, ekmek salmasi, patlican orta, kayisili yahni, erikli yahni, etli diigiin pilavi
ve etlieckmek ve tlirevleri basta olmak lizere bir¢ok geleneksel yemekte et kullanilmaktadir (Se¢im &
Akyol, 2022). Ulkemizde ekonomik olarak en degerli beslenme kaynagi olan et ve et iiriinlerinin miktari,
artan popiilasyon ile birlikte yeterli gelmedigi bildirilmistir (Giirer, 2021). Bu konuda yalnizca tiiketim
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ihtiyac1 degil, aym1 zamanda hayvancilik ile ugrasan insanlar i¢in de arz ¢ok onemlidir. Nitekim
hayvancilik sektorii ayrica yiiz milyonlarca insana gelir ve istihdam kaynagi saglamaktadir (Herrero vd.,
2009; Mehrabi vd., 2020). Hayvanciliktan elde edilen gida talebinin insan ve dogal sistemler tizerinde
yaygin ve ¢ok boyutlu etkisi vardir. Bu etkiler g6z 6niine alindiginda, tarimsal gayrisafi milli hasila, et
iiretim miktari, et fiyati, yem fiyati, gayrisafi milli hasila, niifus, ithalat ve ihracat gibi talep faktorlerinin
birbirleriyle nasil etkilesime girdigi 6nem arz eder. Ayn1 zamanda hayvanciliktan elde edilen gida
talebine nasil katkida bulundugunu anlamak da 6nemlidir.

Bu gibi ¢oklu faktdrlerin oldugu kompleks problemlerde, ihtiya¢ duyulan sonucu elde etmek i¢in
bircok farkli yontem gelistirilmis ve gelistirilmeye devam etmektedir. Ancak genelde basit olmasi,
cabuk sonug¢ vermesi, yiiksek kaynaklara ihtiyac duymamasi ve ayrica ¢ok fazla bilgi gerektirmemesi
sebebi ile oncelikle lineer bir ¢6ziim denenmektedir. Bu sebeple geleneksel olarak regresyona dayali
tahminlemeler yapilmaktadir. Oysaki gectigimiz 20 yil icerisinde, teknolojik imkanlarin da artmasi ile
makine 6grenmesi tizerinde dogruluk orani ¢ok daha yiiksek olan ve hata payini minimize eden metotlar
gelistirilmistir. Bu ¢alisma kapsaminda yalnizca Elsevier firmasi tarafindan son on yilda yayimlanan
makale sayilar1 Sekil 1°de verilmistir. Goriildiigii iizere, bu konuda bilim insanlar1 tarafindan 6zel bir
trend olusmus ve bu trend hizla artmaktadir.

Sekil 1
2013-2023 Yillar: Arasinda Elsevier Tarafindan Yayinlanan Makine Ogrenimi Konulu Makale
Sayilar

80000

40000
20000 lll
FERE RN

2013 2014 2015 2016 2017 2018 2019 2020 2021 2022 2023

Yil
H Yayinlanan Makaleler

D
o
o
o
o
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Bu calismada oldugu gibi dogrusal olmayan iliskileri ve karmagik etkilesimleri ¢c6zmek iizere
farkl1 matematiksel modeller gelistirilmistir. Bu modelleri uygulayan ve hata payin1 minimize eden
bilgisayar sistemleri ile uygulanan makine 6grenimi modelleri, bu gibi karmasik sorunlara uygun ¢éziim
olarak diisiiniilebilir. Ornegin bir restorana ya da magazaya girecek olan miisteri sayisini hesaplamada
Boosted Decision Tree Algoritmasini, Decision Forest Regression algoritmasini ve Bayesian Linear
Regression algoritmasin1 kullanarak %85 dogruluga ulasmuslardir (Tanizaki vd., 2019). Makine
ogrenimi ile griintii isleme yapilarak yemek igeriklerinin de tespit edilebildigi bildirilmistir (Ozel vd.,
2023). Ayrica bir baska c¢alismada (Tanizaki vd., 2020), restoranlarda miisterilerin taleplerinin nasil
yonetilmesi gerektigi ve olusabilecek talebi, miisteri siparis miktar1 ve stok siparig miktarini tahmin
etmek i¢in Random Forest Regression makine 6grenimi kullanmislar, restoran lokasyon verisi, hava
durumu, yapilan etkinlikler gibi dis faktor verileri ile %70’e yakin dogruluk oranini yakalamiglardir.
Ancak calisma bir yillik veri ile yiiritildigi i¢in daha yiiksek tahminleme dogruluguna
ulasamamuslardir. Artan gida talebinin tilke ekonomisi ile iligkisi {izerine yapilan bir ¢alismada (Bozkir
& Sezer, 2011), 3 farkli makine 6grenimi denenmis ve %80’¢ kadar dogruluk orani yakalanmustir.
Restoran talebi tahmininde verilerin, makine 6greniminin ve derin 6grenmenin degeri ilizerine yapilan
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bir bagka giincel ¢alismada (Chae vd., 2024), gelir diizeyi verileri, demografik veriler, tiiketici yonelim
verileri, enerji licretleri, hava sartlari, saglik standartlari, mevzuat, kanun ve politik veriler ile lokasyon,
menii kategorisi, menii iicretleri, daha 6nceki satislar, promosyonlar ve reklam gibi oldukea fazla farkl
veri kiimesinde, makine 6grenimi algoritmalarindan Lasso ve Ridge, Random Forest (RF), Gradient
Boosting Machine (GBM), Light GBM, eXtreme Gradient Boosting (XGBoost), Support Vector
Machine (SVM), Deep Auto Regressive (DeepAR), Temporal Fusion Transformer (TFT) ve Neural
Hierarchical Interpolation for Time Series (N-HiTS) kullanmiglar ve %90 dogruluga kadar
ulasabilmislerdir.

Bu caligma, beslenme agisindan ve hayvancilik sektoriinde ¢alisanlar ile bu konuda yapilmast
planlanan et politikalar1 acisindan oldukca degerli olan et arzinin en biiyiik indeksi olan tiiketim
miktarin1 tahminlemeyi amaglamaktadir. Bunun icin 1990-2023 yillar1 arasinda tarimsal gayrisafi milli
hasila, et tiretim miktari, et fiyati, yem fiyati, gayrisafi milli hasila, niifus, ithalat ve ihracat verileri
kullanilmistir. Calismada yaygin ve basarili makine 6grenim modelleri olan Random Forest algoritmasi,
Gradient Boosting algoritmasi, Support Vector Machine algoritmasi, AdaBoost algoritmasi, Neural
Network algoritmas ve geleneksel olarak kullanilan Linear Regression yontem ve tekniklerinden
faydanilmistir.

MATERYAL VE METOTLAR

Veri 6n hazirlama islemleri

Bu ¢alismada, ¢alismanin ana verileri 1990-2023 yillar1 arasinda tarimsal gayrisafi milli hasila, et
tretim miktari, et fiyati, yem fiyati, gayrisafi milli hasila, niifus, ithalat ve ihracat verileridir. Bu
kapsamda verilerin bir kismi1 Tiirkiye Istatistik Kurumu (https://data.tuik.gov.tr/) tarafindan saglanmus,
yem ile ilgili veriler ise Tiirkiye Yem Sanayicileri Birligi (TUYEM), 1996-2000 yillar1 arasi et fiyat
bilgileri ise Tirkiye Biiylik Millet Meclisi tutanaklarindan (https://tbmm.gov.tr/) elde edilmistir. Tiim
fiyat bilgileri doneminin yillik ortalama USD kuru ile Amerikan dolar1 olarak verilmistir. Tarimsal
Gayrisafi Milli Hasila (TGSMH), Gayrisafi milli hasilada tarima dayali verilen oran ile
belirlenmektedir. Tarim sektorii, bir iilkenin gida iiretiminin ana kaynagidir ve bu nedenle tarimsal
GSMH, et iiretim ve tiiketimini dogrudan etkiler. Yiiksek tarimsal GSMH, daha fazla kaynak ayrilmasi
ve daha yliksek tiretim kapasitesi anlamina gelir, bu da et tiikketimini artirabilecegi ongorilmistiir. Et
tiiketiminin en dogrudan etkileyen faktdr dogal olarak et iiretim miktar1 ve fiyatidir. Uretim miktarindaki

artis, pazarda daha fazla et bulunmasim saglar ve bu da tiketimi artirir. Et fiyatlari, tiiketici
davranislarin1 dogrudan etkiler.

Yiksek et fiyatlari, tiiketicilerin et alim giiclinii diisiirebilir ve bu da tiiketimi azaltabilir. Tam
tersine, diisiik et fiyatlar: tiiketimi tesvik edebilir. Uretimde énemli bir etkende yem fiyatidir. Yem
fiyatlar1, hayvancilik maliyetlerini etkileyen 6nemli bir faktordiir. Yiiksek yem fiyatlari, et iiretim
maliyetlerini artirarak et fiyatlarim yiikseltebilir ve bu da tiikketimi olumsuz yo6nde etkileyebilir.
Gayrisafi milli hasila (GSMH), genel ekonomik biiylime ve refah diizeyi temsiliyetini olusturur.
Tiiketici harcamalarini ve dolayisiyla et tiiketimini etkileyen 6nemli bir gostergedir. Yiiksek GSMH,
daha fazla harcanabilir gelir anlamina gelir ve bu da et tiikketimini artirabilir. Et tiikketiminde arzin
temelini olusturan faktor niifustur. Nifus biyiikligi ve demografik ozellikler, toplam et talebini
belirleyen temel faktorlerdir. Daha biiyiik bir niifus, genellikle daha yiiksek et tiiketimi anlamina gelir.
Ithalat ve ihracat verileri de et tiiketimini dolayli etki gosterebilecegi diisiiniilmiistiir. Ulke genelinde
yapilan ithalat ve ihracat, i¢ piyasada et arzim ve fiyatlarm etkileyebilmektedir. Ithalat, yerel arzi
artirarak fiyatlar diisiirebilir ve tiiketimi artirabilirken, ihracat, yerel arz1 azaltarak fiyatlar1 yiikseltebilir
ve tiiketimi kisitlayabilir.
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Tablo 1
Girdi ve hedef parametrelerine iliskin tamtici istatistikler

Degisken N Dagihm  Ort SE Mean Variance  Min. Maks.  Skewness Kurtosis
Tarimsal GSYiH 34 || . 54,51 5,43 100229 1316 110,68 0,00 -1,64
Et Uretim Miktar1 5 I 969,00 9330 29596250 40870 238400 1,12 0,45
(bin ton) il

EtFiyadan skg) 34 [l 6,29 0,42 5,90 235 1222 0,41 -0,25
Yem Fiyatlari ($/kg) 34 ..III L 025 0,01 0,01 011 040 0,29 -0,37
GSYIH (milyars) 34 |, 54530 5440 10078340 131,60 111860 0,01 -1,63
Niifus(milyon) 1k 71,44 1,44 7092 56,00 85,00 -0,17 -0,92
ithalat (milyar $) |, 14420 1780 1075040 21,10 363,70 0,38 -0,96
ihracat (milyar §) 34 | 1 9890 1290 566600 13,00 25540 0,47 -0,92
OECD Et Titketimi 5, | 103970 7480 19030630 63500 207900 1,26 0,25
(bin ton) n_

Sekil 2

Orange3 yazilimi tarafindan Pearson ve Spearman korelasyon élgiimii i¢in kullanilan algoritma

Dat@

Data Matching Datd1aching Pata — Data
D Data ﬁq .

File Select Rows Select Columns
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Data

ered
6%0

., ]
[ P ]
se
Correlations

Korelasyon analizine iligkin veriler Tablo 2°de verilmistir. Korelasyon analizi sonuglarina gore,
OECD et tiikketimi (bin ton) ile gesitli ekonomik ve demografik faktorler arasinda gii¢lii ve anlamli
iligkiler tespit edilmistir. Pearson ve Spearman korelasyon katsayilarina gore, en yiiksek korelasyon et
iiretim miktar1 ile gézlemlenmistir (Pearson: +0.981, Spearman: +0.973). Bu, et iiretimindeki artisin et
tiikketimini biiyiik olciide artirdigim1 gostermektedir. Thracatin et tiiketimi ile olan iliskisi de oldukca
giicliidiir (Pearson: +0.902, Spearman: +0.939), bu da ihracattaki artigin tiiketimi olumlu yo6nde
etkiledigini ifade eder.
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Tablo 2
Degiskenler aras: Pearson ve Spearman korelasyon analizi

Birinci Degisken ikinci Degigken Korelasyon Katsayis1 Korelasyon Katsayisi

(Pearson) (Spearman)
Et Uretim Miktar1 (bin ton) +0.981 +0.973
Ihracat (milyar $) +0.902 +0.939
Niifus (milyon) +0.848 +0.932
Ithalat (milyar $) e s +0.837 +0.900
GSYIH (milyar $) OECD Et Taketimi (bin ton) +0.734 +0.862
Tarimsal GSYIH (milyar $) +0.733 +0.861
Yem Fiyatlar1 ($/kg) +0.360 +0.574
Et Fiyatlar1 ($/kg) +0.175 +0.447

Niifusun et tiiketimi ile olan korelasyonu da yliksek seviyededir (Pearson: +0.848, Spearman:
+0.932). Bu sonug, niifus artisinin et tiiketimini artirdigim gdstermektedir. ithalat da benzer sekilde
giiclii bir pozitif korelasyon gostermektedir (Pearson: +0.837, Spearman: +0.900), bu da ithalatin et
arzini artirarak tliketimi destekledigini ifade eder.

Genel GSYIH ve tarimsal GSYIH ile et tiiketimi arasinda orta diizeyde pozitif korelasyonlar
bulunmustur (GSYIH Pearson: +0.734, Spearman: +0.862; tarimsal GSYIH Pearson: +0.733,
Spearman: +0.861). Bu, ekonomik biiylimenin ve tarimsal sektdrdeki gelismelerin et tiikketimini
artirdigin1 gostermektedir.

Yem fiyatlari ile et tiiketimi arasinda zayif bir pozitif korelasyon bulunmustur (Pearson: +0.360,
Spearman: +0.574), bu da yem fiyatlarindaki artisin et tiiketimini simirli diizeyde etkiledigini
gostermektedir.

Et fiyatlari ile et tiiketimi arasindaki korelasyon ise oldukga zayiftir (Pearson: +0.175, Spearman:
+0.447), bu da et fiyatlarinin tiiketim iizerindeki etkisinin sinirl oldugunu gostermektedir.

Makine Ogrenim Algoritmalar

Giliniimiizde makine 6grenimi algoritmalari, karmagsik ve biiyiik olgekli veri kiimeleri igeren
sorunlarda tahmin verisi olusturmak i¢in en ¢ok tercih edilen yontemlerdir. Bu ¢alismada, Tiirkiye'deki
et tilketimini etkileyen faktorleri dikkate alarak et tiiketimini tahmin etmek i¢in makine 6grenimi
algoritmalar1 kullanilmistir. Bu ¢aligmada RF (Random Forest), Gradient Boosting, SVM (Support
Vector Machine), Linear Regression, AdaBoost ve Neural Network gibi farkli makine 6grenimi
algoritmalar1 Orange yaziliminda uygulanmigtir. Her model, ¢iktiy1 farkli algoritmalarla tahmin etmeye
calismaktadir. Orange yazilimi, GNU Genel Kamu Lisans1 (https://www.gnu.org/licenses/gpl-3.0.html)
altinda saglanan, veri gorsellestirme, makine 6grenimi ve veri madenciligi gergeklestiren acik kaynakli

ve Ucretsiz bir bilgisayar programidir. Bu yazilim, ¢alismada kullanilan alt1 farkli makine 6grenimi
modelinin tahmin verilerini tek bir arayiizde hesaplama imkani sunmustur. Caligsma i¢in olusturulan
program arayiizii goriintiisii Sekil 3'te sunulmustur. Bu calismada kullanilan makine 6grenimi
modellerinin temel tanimlari, caligma prensipleri ve algoritmalarinin dzetleri ilgili alt boliimlerde kisaca
verilmistir.
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Sekil 3
Orange3 yazilimi tarafindan makine ogrenim modellerine iliskin arayiiz

yyyyyy

MMMMM

Random Forest

Random Forest, karar agaclarinin bir toplulugudur ve her bir agag, veri setinin rastgele bir alt
kiimesi tizerinde egitilir. Sonug olarak, modelin tahmini, tiim agaglarin tahminlerinin gogunluk oyu veya
ortalamasi aliarak elde edilir. Bu yontem, overfitting'i azaltarak genelleme yetenegini artirir. Her bir
karar agaci, veri setinin bir bootstrapped ornegi iizerinde egitilir ve her bolme noktasinda 6zelliklerin
rastgele bir alt kiimesi secilir. Sonuglar, bagging (bootstrap aggregating) yontemi ile birlestirilir. Tahmin
¥, B sayida karar agacinin tahminlerinin ortalamasi olarak hesaplanir:

o1&,
= — 1
y B :1yb @

Gradient Boosting

Gradient Boosting, zayif tahminleyicilerin (genellikle karar agaglar1) bir toplulugunu iteratif
olarak egiten bir tekniktir. Her yeni agag, dnceki agaclarin hatalarmi diizeltmeye calisir. Model, her
iterasyonda hata fonksiyonunun negatif gradyan1 dogrultusunda giincellenir. Her yeni aga¢, mevcut
modelin hatalarini tahmin etmeye ¢aligir. Modelin tahmini §, n sayida modelin agirlikli toplami olarak
hesaplanir:

Modelin tahmini y
9=37h () @
Burada y;, t. zayif modelin agirligi ve /. (x), t. zayif modelin tahminidir.

Support Vector Machine (SVM)

SVM, siniflandirma ve regresyon analizinde kullanilan gii¢lii bir algoritmadir. Temel amaci, veri
noktalarim iki sinif arasinda en genis marjinle ayiran bir hiper diizlem bulmaktir. SVM, veriyi yiiksek
boyutlu bir uzaya projeler ve bu uzayda lineer bir ayirma hiper diizlemi bulur. Veri noktalarini bu hiper
diizlemden en uzak mesafede tutmaya calisir.

Hiper diizlem denklemi:
f(x) =wx+b 3

Hata fonksiyonu (Hinge loss)

mighof + CSmax(01- 1, (<) @
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Linear Regression

Lineer regresyon, bagimsiz degiskenler ile bagimli degisken arasindaki lineer iliskiyi modellemek
icin kullanilir. Model, bagimsiz degiskenlerin bir lineer kombinasyonu olarak bagimli degiskeni tahmin
eder.

Model denklemi:
y=4+6X+e (5)
Burada y bagimli degiskeni, x bagimsiz degiskeni, fSysabiti, 8;ise x’in egimi ve € ise hatay1 ifade
etmektedir.

Tahmin edici katsayilar /3

D )
p==_ "~ = (©)

Z(Xi - X)2

AdaBoost

AdaBoost, zayif tahminleyicilerin (genellikle karar agaglari) bir toplulugunu iteratif olarak egitir.
Her iterasyonda, hatali tahmin edilen 6rneklere daha fazla agirlik verilir. Her yeni model, dnceki
modellerin hatalarin1 azaltmaya calisir ve hatali tahmin edilen 6rneklere daha fazla agirlik vererek
modelin performansini artirir.

Modelin tahmini y
9 =sign(3 2y () ™
Burada a;, t. zayif modelin agirligi ve £, (x), t. zayif modelin tahminidir.

Neural Network

Sinir aglari, biyolojik sinir sistemlerinden ilham aliarak gelistirilmis ve birgok diiglimden
(noron) olusan katmanlar halinde diizenlenmis bir modeldir. Her bir noron, belirli bir aktivasyon
fonksiyonu kullanarak girdileri isler ve bir ¢ikis tiretir. Sinir aglar, giris katmanindan baglayarak bir dizi
gizli katman tlizerinden verileri igler ve sonunda bir ¢ikis katmani ile sonug verir. Her bir baglanti
agirliklandirilir ve agirliklar geri yayilim algoritmasi ile giincellenir. Model denklemi:

y =T (WX +b) ®)
1=1
Burada %i 1. diigiime gelen deger, b ise bias degeridir. Geri yayilim algoritmasi:
oE
W =w -—n— 9
WS 9)

Burada E toplam hata, Wi, Diigiimiin agirlig1 ve 7 ise 6grenme oranidir.

Makine Ogrenim Algoritmalari Performans Metrikleri

Yapilan bu caligmada et tiiketiminin tahmin edilmesi amaciyla alti farkli makine 6grenimi
algoritmasi kullanilmistir ve bu modelleri karsilastirmak igin bazi performans kriterlerinin hesaplanmasi
gerekmektedir. Bu kriterler arasinda kok ortalama kare hata (RMSE), ortalama mutlak hata (MAE),
ortalama kare hata (MSE) ve korelasyon katsayisi (R) bulunmaktadir. Modeller, degiskenler arasindaki
dogrusal baglantiyr R? (determinasyon katsayisi) ile tespit etmek igin bu kriterleri kullanir. MAPE,
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tahmin verilerindeki hatanin yiizdesini hesaplar. RMSE tahmin hatalarinin standart sapmasini dondiiriir
ve bu, degiskenligin bir gostergesidir. Performans kriterlerinin her birinin denklemleri ve denklemlere
iliskin aciklamalar Tablo 3’te verilmistir.

Tablo 3
Modellere iliskin performans testlerinde kullanilan denklemler ve acgiklamalar

Kisaltma Denklem Tamim Eniyi  En koti

Coefficient of
2 determination,
RZ :l_ RSS :l_z’ll(xl _Yl)

R? — RSS: sum of squared +1 —o0
TSS m _
Z:1<Y Y‘) residuals
TSS: total sum of squares
1 , 2
MSE MSE = EZ_”:l(Yi -Y)) Mean square error 0 +o0
RMSE RMSE = lzll(vi' -Y, )2 Root mean square error 0 +o0
2
1 .
MAE MAE = HE:JYi -Y| Mean absolute error 0 +o0
Y. Y, ..
MPE MPE =? .:1# Model predictive error 0 +00, —00
|

MSE, MAE ve RMSE, makine 6grenimi modellerinde ampirik tahmin degerlerini minimize
etmek i¢in kullanilan performans 6lgiim araglaridir. Yiiksek bir R? degeri ve diisik RMSE, MSE ve
MAE degerlerine sahip bir makine 6grenimi modeli, diger modellerden daha bagarili kabul edilir.

SONUCLAR, TARTISMA VE ONERILER

Bu caligma, ekonomik, sosyal ve gevresel veriler kullanilarak yapilan makine 6grenimi
modellemesine dayanmaktadir. Et tiiketimini etkileyen cesitli bagimsiz degiskenler goéz Oniine
alindiginda, klasik tahmin yontemlerinin yetersiz kalmasi nedeniyle, daha saglam ve hata pay: diistik bir
tahmin modeli gelistirmek kagimmilmaz hale gelmistir. Son yillarda, makine 6grenimi algoritmalari,
tahmin siireclerinde karmasiklik ve yiiksek sapma olasiligina ragmen kullanilmaktadir. Bu algoritmalar
enerji, saglik, ekonomi, tarim ve egitim gibi bir¢cok alanda yaygin olarak kullanilmaktadir. Bu
algoritmalarin tercih edilmesinin ana nedeni, istatistiksel yaklagimlar1 goz ardi ederek giris
parametrelerinin verilerinin nasil degistigini 6grenmeleri ve boylece ¢ikis parametresi i¢in gerekli veriyi
saglamalaridir. Bu nedenle, calismamizda en ¢ok tercih edilen alt1 farkli makine 6grenimi algoritmasi
kullanilmigtir. Caligmamizin sonuglarinda, et tiiketimini etkileyen cesitli faktorlerin et tiiketimi
iizerindeki etkilerini degerlendirmek amaciyla alti farkli makine 6grenimi algoritmas: kullanilmistir.
Algoritmalarin performanslar1 karsilastirilarak, en dogru tahminleri hangi modelin sagladigi
belirlenmistir. Bu analizler, et tilketimini artirmak veya dengelemek i¢in politika yapicilar ve sektordeki
paydaslar i¢in 6nemli bilgiler sunmaktadir.

Algoritma Performans Karsilagtirmalar

Bu ¢alismanin ana temast, et tiiketim verilerin etkileyen ekonomik, sosyal ve ¢evresel faktorlerin
veri kiimelerini kullanarak et tiiketim miktarini tahmin etmektir. Tahmin verilerini hesaplamak i¢in ML
algoritmalari kullanmldi. ML algoritmalarinin tahmini degerlerini hesaplamak i¢in diigiiniilen modeller
baz1 6zelliklere sahip olmalidir. Algoritmalara ait hiper- 6zellikler Tablo 4'te verilmistir. Bu 6zellikler
agag sayisl, gizli katman degerleri, gizli katmanlardaki néron sayisi, test verilerindeki gizli diigiim sayisi
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ve kayip fonksiyonu dereceleri olarak tanimlanir.

Tablo 4
Modellere iliskin performans testlerinde kullanilan denklemler ve agiklamalar

Algoritmalar Hiper-ozellikler

Agag sayist: 10
Maksimum dikkate alinan 6znitelik sayisi: Sinirsiz
Random Forest Tekrarlanabilir egitim: Evet
Maksimum agag¢ derinligi: Sinirsiz
Maksimum Ornek sayist ile diigiim bélmeyi durdurma: Sinirsiz

Yontem: Gradient Boosting (scikit-learn)
Agagc sayist: 1000
Ogrenme oran: 0.1
Gradient Boosting Tekrarlanabilir egitim: Hayir
Maksimum agag derinligi: 10
Egitim 6rneklerinin orant: 1
Maksimum 6rnek sayisi ile diiglim bélme durdurma: 20
SVM tiirii: SVM, C=1.0, e=0.1
Cekirdek: Polinom, (auto x -y + 1.0)3
Sayisal tolerans: 0.0001
Iterasyon siir1: 10000

SVM

Diizeltme: yok
Kesme noktasi: Yok

Gizli katmanlar: 9
Aktivasyon: ReLu

Coziicii: L-BFGS-B

Alfa: 0.3

Maksimum iterasyon: 1000
Tekrarlanabilir egitim: Hayir

Linear Regression

Neural Network

Temel tahminleyici: Agag

Tahminci sayist: 100

Algoritma (smiflandirma): Samme.r
Kay1p (regresyon): Ustel

AdaBoost

Tablo 4, her makine 6grenmesi algoritmasi i¢in baglangi¢ hiper-6zelliklerini 6zetlemektedir.
Random Forest algoritmasi, 10 aga¢ ve siirsiz maksimum 6zellik sayisiyla uygulanmig, maksimum
agac derinligi ve diigiim bolme sinirlar belirlenmemistir. Gradient Boosting, scikit-learn kiitiiphanesi
kullanilarak 1000 aga¢ ve 0.1 O6grenme oraniyla uygulanmis, maksimum agag¢ derinligi 10 ile
smirlandirilmistir ve bolme diigtimlerindeki maksimum 6rnek sayis1 20 olarak belirlenmistir. SVM
(Support Vector Machine) algoritmasi, polinominal ¢ekirdek (auto x -y + 1.0)3 ile C=1.0 ve £=0.1
parametreleri ile kullanilmis, 0.0001 sayisal tolerans ve 10000 yineleme sinir1 ile uygulanmustir. Linear
Regression modeli, herhangi bir diizenleme olmadan ve kesme noktasi olmadan uygulanmistir. Neural
Network (Sinir Agi1) modeli, 9 gizli katman, ReLu aktivasyonu, L-BFGS-B ¢6ziicii, 0.3 alfa ve 1000
maksimum yineleme ile kullanilmis, tekrar edilebilir egitim yapilmamistir. AdaBoost algoritmasi, temel
tahminci olarak aga¢ kullanilarak 100 tahminci ile uygulanmis, siniflandirma algoritmasi olarak
Samme.r ve regresyon kaybi olarak iistel fonksiyon kullanilmistir. Bu hiper-6zellikler, her algoritmanin
temel yapilandirmalarini ve performansinm belirlemek icin kritik 6neme sahiptir.

Makine 6grenimi modellerinin degerlendirilmesinde kullanilan iki yaygin 6rnekleme tiiri, "10-
kat Capraz Dogrulama" ve "Shuffle Split" yontemleridir. 10-kat Capraz Dogrulama, veri setini on esit
pargaya bdoler ve her bir pargay1 test seti olarak kullanirken kalan dokuz parcay1 egitim seti olarak
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kullanir. Bu islem on kez tekrarlanir ve her bir parganin test seti olarak kullanilmasi saglanir. Bu yontem,
modelin farkli veri alt kiimeleri tizerindeki performansini degerlendirerek genel performansin daha
saglam ve giivenilir bir sekilde 6lgiilmesini saglar (Kohavi, 1995). Yapmis oldugumuz bu ¢alismada
elde edilen sonuglar Tablo 5’te verilmistir.

Tablo 5

10-kat Capraz Dogrulama yontemi ile yapilan érneklemlerde, tahminlemelere iliskin, 6 farkli makine
ogrenimine ait hatalar ve regresyon sonuglar

Ornekleme tiirii: 10-kat Capraz Dogrulama

Model Train Test MSE RMSE MAE MAPE R?

Random Forest 0,087 0,010 7706,491 87,787 58,656 0,050 0,958
Gradient Boosting 2,080 0,008 3258,624 57,084 41,509 0,041 0,982
SVM 0,027 0,012 168235,213 410,165 249,753 0,175 0,089
Linear Regression 0,015 0,004 10045,438 100,227 78,232 0,081 0,946
AdaBoost 0,644 0,043 4472,647 66,878 44,529 0,042 0,976
Neural Network 0,697 0,010 6891,523 83,015 58,889 0,059 0,963

Ote yandan, Shuffle Split yontemi, veri setini rastgele bir sekilde bolerek belirli bir yiizdeyi
(genellikle %75) egitim seti, geri kalanin ise test seti olarak ayirir. Bu iglem belirli sayida kez (bu
caligmada 20 kez) tekrarlanir ve her bir tekrarda farkli rastgele boliinmeler kullanilir. Shuffle Split,
Ozellikle verinin karigik ve diizensiz oldugu durumlarda modelin genel performansini 6lgmek igin
kullanighidir (Pedregosa vd., 2011). Bu c¢alismada verilerin 6rneklem tiirii olarak Shuffle Split yontemi
secilerek elde edilen sonuclar Tablo 6’da verilmistir.

Tablo 6

Shuffle split (20 rasgele ornek, 75% veri) yontemi ile yapilan orneklemlerde tahminlemelere iligkin, 6
farkli makine dgrenimine ait hatalar ve regresyon sonuglart

Ornekleme tiirii: Shuffle split, 20 rasgele drnek, 75% veri

Model Train Test MSE RMSE MAE MAPE R?

Random Forest 0,160 0,014 10166,566 100,829 64,228 0,055 0,945
Gradient Boosting 3,378 0,017 3845917 62,015 43,840 0,041 0,979
SVM 0,050 0,024 178252,711 422,200 252,219 0,176 0,043
Linear Regression 0,027 0,014 13013,380 114,076 90,237 0,096 0,930
AdaBoost 1,129 0,083 5441,378 73,766 49,567 0,045 0,971
Neural Network 1,362 0,017 12137,274 110,169 72,718 0,071 0,935

Bu calismada, ¢esitli makine 6grenimi modelleri kullanilarak elde edilen sonuglar incelenmistir.
En iyi performansi gosteren model Gradient Boosting olmustur. Elde edilen tiim sonuglar, et tiikketim
tahminlemesinde makine 6grenimi yontemlerinde basarili sonuglarin elde edildigini gdstermis olup,
tahminlemede kullanilan tarimsal gayrisafi milli hasila, et {iretim miktari, et fiyati, yem fiyati, gayrisafi
milli hasila, niifus, ithalat ve ihracat verileri, et tiiketim tahmininde ne kadar 6nemli oldugunu incelemek
de ¢ok Onemlidir. Bu kapsamda, Random Forest algoritmasi ile Gradient Boost algoritmasi iizerine
onemli parametreler Sekil 4’te, SVM algoritmasi1 ve Lineer Regresyon Sekil 5°te ve AdaBoost
algoritmasi ile Neural Network algoritmasina ait 6nemli parametreler ise Sekil 6’da verilmistir.
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Sekil 4

Algoritmalarda hedeflenen et tiiketimi tizerine ozelliklerin onem dereceleri
(a) Random Forest algoritmasi, (b) Gradient Boost algoritmasi

EtlIretimMiktan{binTon)

—
thracat{$108) I

tanmsalGSYIH(5109) I
yemfiyatians/kg |
GSYIH(5109) |

EtFiyatianDolsr |
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tanmsalGSYIH($103) .

Gsin(s109) |
ithalat(s109) }
EtfiyatiarDolar ‘

yemfatians/ig

(b)

Random Forest algoritmasinda, niifus ve et iiretim miktari verileri en 6nemli 6zellikler olarak 6ne
cikmustir. Ithalat, ihracat, tarimsal gayrisafi milli hasila degerleri de dnemli etkendir, ancak niifus ve et
iiretim miktarinin agirligi daha yiiksektir. Gradient Boost algoritmasinda ise benzer sekilde niifus ve et
iiretim miktar1 verileri en 6nemli faktdrler olarak belirlemistir. Ayni zamanda ihracat ve tarimsal

gayrisafi milli hasila verileri, daha belirgin diizeyde etki etmislerdir. Bu durum, Random Forest

algoritmasina kiyasla daha az agac derinligi ve 6grenme orami kullanarak daha hassas bir tahmin

yetenegi sergilemistir.

Sekil 5

Algoritmalarda hedeflenen et tiiketimi tizerine ozelliklerin onem dereceleri
(a) SVM algoritmasi, (b) Lineer Regresyon
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SVM algoritmasi, et tiiketim tahmininde et fiyat1 hari¢ diger biitiin faktorler 6nemli 6zellikler
olarak belirlenmistir. Ancak, genel performansi diger algoritmalara gore daha diisiik kalmistir. Lineer

regresyon modelinde beklenildigi {izere et iiretimi en Onemli faktér olurken, diger parametreler de
modelde diisiik agirliga sahip kalmistir. Bu model, dogrusal iliskileri yakalamada etkili olmasina
ragmen, karmasik iliskileri ve degisken etkilesimlerini modelleyememistir.
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Sekil 6
Algoritmalarda hedeflenen et tiiketimi iizerine ozelliklerin onem dereceleri
(a) AdaBoost algoritmasi, (b) Neural Network algoritmast

Elretmitiariintor) _ pmsGSI(ELE)

DemessemR2 . DecmasinRl

(@) (b)

AdaBoost algoritmasinda ise et iiretim miktar1 ve niifus verileri, en 6nemli faktorler olarak

belirlenmistir. Neural Network algoritmasinda ise tarimsal gayrisafi milli hasila ile gayrisafi milli hasila
verileri onemli faktorler olarak tanimlamistir. Diger biitiin parametreler, modelin tahminlemesinde birer

faktor olarak kullanilmis ancak diisiik agirliga sahip olmuslardir. Karmasgik veri iliskilerini modelleme

kabiliyeti sayesinde, et tiikketim tahminlerinde etkili olmustur.

Bu calismada, ¢esitli makine 6grenmesi algoritmalarinin—Random Forest, Gradient Boosting,
SVM, Linear Regression, AdaBoost ve Neural Network—performanslart iki farkli dogrulama yontemi
kullanilarak degerlendirildi: 10-kat Capraz Dogrulama ve Shuffle Split (%75 veri ile 20 rastgele 6rnek).
Ana hedef, veri setimiz i¢in en dogru tahminleri ve en diisiik hata oranlarin1 saglayan algoritmalar

belirlemekti.

e Random Forest algoritmasi, 10-kat ¢apraz dogrulamada R? degeri agisindan oldukga yiiksek

bir performans sergilemistir (R? = 0.958). Shuffle Split yonteminde de benzer bir performans
sergileyerek (R? = 0.945) tutarliligimi korumustur. Ancak, MSE ve RMSE degerleri diger
modellere gore daha yiiksek bulunmustur. (Fisher vd., 2024), Random Forest algoritmasinin

genel olarak yiiksek dogruluk ve diisiik overfitting orani ile karakterize edildigini belirtmistir.
Benzer sekilde (Breda vd., 2024) ve (Yang vd., 2024) gibi arastiricilar, Random Forest'in farkli

veri setlerinde yliksek performans sergiledigini gdstermistir.

e Gradient Boosting algoritmasi, her iki dogrulama yonteminde de en diisik MSE ve RMSE
degerlerine sahip olmustur. Bu durum, modelin yiiksek dogruluk ve diisiik hata orani ile
calistigim gostermektedir. Ozellikle Shuffle Split yonteminde R? = 0.979 degeri ile ve 10-kat
capraz dogrulamada R? =0,982 degerleri ile en yiiksek performansi gdstermistir. (Friedman,
2001), Gradient Boosting'in yiiksek dogruluk ve esneklik sundugunu belirtmistir. Ayrica, (Chen
& Guestrin, 2016) tarafindan gelistirilen XGBoost algoritmasi, Gradient Boosting'in pratik

uygulamalarda nasil iistlin performans gosterdigini detaylandirmaktadir.

e SVM algoritmas, her iki dogrulama ydnteminde de en diisiik R? degerlerine sahip olmustur (R?
=0.089 ve 0.043). Ayrica, MSE ve RMSE degerleri de oldukga yiiksektir, bu da modelin tahmin
performansinin disiik oldugunu gostermektedir. (Cortes & Vapnik, 1995), SVM'nin teorik
temelini olugturmus ve belirli veri setlerinde yiiksek dogruluk sagladigini gostermistir. Ancak,
(Bennett & Campbell, 2000) caligmalarinda, SVM'nin karmagik ve yiiksek boyutlu veri
setlerinde performansinin diisebilecegini belirtmislerdir. (Huang vd., 2023) uzun kisa siireli
hafizali sinir agina dayali egim kararliligi tahmini: evrisimli sinir aglari, SVM ve RF modelleri
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ile karsilastirma yapmis, ve SVM’nin diistik ¢iktigin1 raporlamis olup, (Tanveer vd., 2023) de
yapmis oldugu c¢alismada SVM’nin diger makine Ogrenimlerinden diisiik c¢iktigim
gozlemlemistir.

o Linear Regression modeli, orta diizeyde performans sergilemis, ancak Gradient Boosting ve
AdaBoost modellerinin gerisinde kalmstir. 10-kat ¢apraz dogrulamada R? = 0.946 iken, Shuffle
Split yonteminde R? = 0.930 bulunmustur. Seber ve Lee (2012) tarafindan yapilan ¢alismalar,
dogrusal regresyon modellerinin genellikle basit ve hizli olmasina ragmen, karmasik veri
iliskilerini modellemekte yetersiz kalabilecegini vurgulamaktadir. Ayrica, (Draper & Smith,
1998) dogrusal regresyonun smirlamalarini  ve potansiyel hata  kaynaklarim
detaylandirmaktadir. (Fitri, 2023) yapmus olduklari ¢alismada en diisiik dogrulugu diger makine
ogrenim yontemlerine gore lineer regresyonda bulmus, (Nadkarni vd., 2023) ise RF ve Gradient
Boosting algoritmalarini, tahminleme {izerine yaptig1 bir ¢alismada degerlendirirken, lineer
regresyonun bu tip tahminleme ¢alismalarinda yetersiz kaldigini bildirmislerdir. (Munir, 2023)
Decision Tree, Random Forest, Gradient Boosting, K-Nearest Neighbor makine 6grenim
metodlarin1 lineer regresyonla kiyaslamis ve en diisiikk dogruluk degerini digerlerine gore
oldukea diisiik sonug verdigi sekliyle lineer regresyonda gézlemlemistir.

e AdaBoost algoritmasi, 10-kat ¢apraz dogrulamada oldukga iyi bir performans sergilemistir (R?
=0.976). Shuffle Split yonteminde de benzer sekilde yiiksek bir performans gostermistir (R? =
0.971). (Freund & Schapire, 1997)tarafindan gelistirilen AdaBoost, zay1f 6grenicilerin birlesimi
ile giiglii tahminler yapabilme kabiliyeti ile bilinir. Ayrica, (Seving, 2022), (Wang & Sun, 2021)
ve (Ding vd., 2022) yapmis olduklar1 farkli ¢alismalarda, AdaBoost'un farkli veri setlerinde
nasil basarili oldugunu gostermektedir.

e Neural Network modeli, her iki dogrulama yonteminde de iyi performans sergilemistir. 10-kat
capraz dogrulamada R? = 0.963 iken, Shuffle Split ydnteminde R? = 0.935 bulunmustur. (Braga-
Neto, 2020) ve (Fieguth, 2022) tarafindan yapilan ¢aligmalar, sinir aglarinin karmasik veri
iligkilerini modelleme kabiliyetini ve yiiksek dogrulukta tahminler yapma potansiyelini
vurgulamaktadir.

Sonug olarak, Gradient Boosting ve AdaBoost algoritmalari, diisiik hata oranlar1 ve yiiksek
dogruluk ile en iyi performansi sergileyen modeller olmustur. Ozellikle Gradient Boosting, her iki
dogrulama yonteminde de en diisik MSE ve RMSE degerleri ile dikkat ¢ekmistir. Random Forest ve
Neural Network algoritmalar1 da yiiksek performans gostermistir. SVM ise en diisiik performansi
gosteren model olarak belirlenmigtir. Bu ¢aligmanin sonuglari, Gradient Boosting ve AdaBoost
algoritmalarinin yiiksek dogruluk ve diigiik hata oranlari ile veri tahminlerinde etkili oldugunu
gostermektedir. Bu makine 6grenim modellerinde, parametrelerin etkileri de 6nemlidir. Bu ¢alismanin
bulgulari, tarimsal gayrisafi milli hasila, et {iretim miktar1 ve niifus parametrelerinin, et tiikketim
tahminlerinde kritik rol oynadigim gostermektedir. Ozellikle Gradient Boost ve Random Forest
algoritmalari, bu 6zellikleri etkili bir sekilde kullanarak yiiksek dogrulukta tahminler saglamistir. Diger
yandan, SVM ve Lineer Regresyon gibi modeller, daha diisiik performans sergilemis ve karmasgik
iliskileri modelleme yeteneklerinin smirlt oldugunu gostermistir. AdaBoost ve Neural Network
modelleri ise, 6zellikle et {iretim miktar1 ve niifus gibi degiskenlerin 6nemini vurgulayarak, tahminlerde
basarili olmustur.

Bu bulgular, mevcut literatiirdeki diger calismalarla uyum géstermektedir. Ornegin, (Breda vd.,
2024), (Yang vd., 2024) veya (Fisher vd., 2024) in yaptiklar1 ¢alismalarda, ensemble yontemlerinin
(Random Forest ve Gradient Boosting gibi) yiiksek dogrulukta tahminler sagladigim ve veri setlerindeki
onemli 6zellikleri etkili bir sekilde belirleyebildigini gostermektedir.
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Bu konularda ileriki ¢alismalar igin bazi oneriler sunulmustur. Bulgularimizin saglamligini ve
uygulanabilirligini daha da artirmak lizere grid search veya random search yontemleri kullanilarak
kapsamli hiperparametre ayarlamalari model performansini potansiyel olarak artirabilir. Verideki daha
alakali desenleri ve iliskileri yakalamak icin ek 6zellik miithendisligi tekniklerinin arastirilmasi, model
dogrulugunu artirabilir. Stacking, Blending veya Bagging gibi ileri seviye ensemble teknikleri
arastirilarak, birden fazla modelin gii¢lii yonlerini birlestirip daha iyi tahmin performansi elde edilebilir.
Ek harici veri setlerini biitiinlestirerek, daha fazla baglam veya ek ozellikler saglayarak modelin
dogrulugu artirilabilir. Bu alanlarda yapilacak ileriki calismalarla, modellerin daha da iyilestirip tahmin
dogrulugunun artacagi ve verideki temel desenlerin daha derinlemesine anlasilabilecegi
degerlendirilmistir.
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Etik Kurul Onay1

Bu ¢aligma (10/12/2021 tarih ve 2021/586 say1l1 Necmettin Erbakan Universitesi Sosyal ve Beseri
Bilimler Bilimsel Etik Kurulu Bagkanlig1 Etik Kurul Onay Belgesi ile) bilimsel arastirma ve yayin etigi
kurallarina uygun olarak hazirlanmigtir,

Yazar Katkilari

Aragtirma Tasarimi (CRediT 1) Yazar 1 (%51) — Yazar 2 (%49)

Veri Toplama (CRediT 2) Yazar 1 (%51) — Yazar 2 (%49)

Aragtirma - Veri Analizi - Dogrulama (CRediT 3-4-6-11) Yazar 1 (%51) — Yazar 2 (%49)
Makalenin Yazimi (CRediT 12-13) Yazar 1 (%51) — Yazar 2 (%49)

Metnin Tashihi ve Gelistirilmesi (CRediT 14) Yazar 1 (%51) — Yazar 2 (%49)

Finansman

Caligma herhangi bir finansal destek almamugtir.

Cikar Catismasi

Yazarlar ya da {i¢iincii taraflar agisindan ¢alismadan kaynakli ¢ikar ¢catismasi bulunmamaktadir.

Siirdiiriilebilir Kalkinma Amaclar1 (SDG)

Stirdiirtilebilir Kalkinma Amaglari: Desteklemiyor
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